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摘要: 针对基于局部放电信号的绝缘缺陷类型识别问题，通过对 Transformer 模型架构的三项主要改进，提出一种

序列建模与分类识别方法。改进措施包括：以对信号序列做“重叠滑动切片”处理的方式取代位置编码环节，以适

应局部放电信号的低信噪比特点并保全频域信息；设计频域特征处理模块并加在编码器环节之前，强化模型对序

列频域特征的学习与应用；在编码器环节中将层归一化步骤前置，提高模型训练速度和稳定性。设计并制作了典

型绝缘缺陷样品，通过开展工频高压实验获取了各缺陷样品的局部放电超声信号序列并构建了数据样本集，基于

上述改进 Transformer 架构的序列建模方法建立了分类识别模型，取得了良好的识别效果，验证了方法的有效性。

开展了各改进模块的消融实验，验证了各改进措施的有效性和必要性。用四种代表性的其他序列建模方法和三种

非序列建模方法对同一数据集分别进行了建模和分类识别，并与本文的模型进行了对比，结果表明，本文模型在识

别准确率和资源消耗方面均优于其他几种模型。
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Abstract： To address the partial discharge based insulation defect recognition problem, a sequence modelling 
method for sorting and recognition is proposed based on Transformer architecture with 3 major modifications, i.
e. the replacement of position encoding section by an overlapped-sliding-segmentation processing for the 
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sequences, to adapt to the low Signal-Noise-Ratio partial discharge signals as well as to preserve the spectral 
information carried in the sequences; a spectral feature processing block to be placed before encoder blocks to 
improve the learning and application of frequency domain information; and a Pre-LN structure to upgrade the 
encoder for faster training and higher stability. Test samples were designed and built for each type of the 
insulation defects in accordance with the 4-category classification, experiments were carried out with high 
voltage at power frequency to produce partial discharge, and sequences of the ultrasonic signals emitted were 
recorded to build a dataset. A sequence model for sorting and recognition was built according to the proposed 
method, favorable results were achieved, proving the success of the method. Ablation experiments were 
designed and performed for each of the 3 proposed modifications and their combinations, and their effectiveness 
and necessity were proved. Models were also built with 4 other sequence modelling method and 3 non-sequence 
modelling methods on the same dataset, comparisons were made across them and against the proposed model, 
and the results showed the superiority of the proposed model in accuracy and resource consumption.
Key words： partial discharge； recognition； sequence-based modelling； Transformer； overlapped-sliding-

segmentation； spectral feature processing block； pre-layer normalization

局部放电（partial discharge，PD）是能够反映电

气设备绝缘状态的重要物理现象。当前，局部放电

检测在电气设备研发、生产和运行中广泛开展，已

成为评价绝缘性能的重要技术手段［1］。由于不同类

型的绝缘缺陷所引起的局部放电具有不同的信号

特征［2］，技术人员依据局部放电信号波形对绝缘缺

陷做出初步诊断已在工程实践中广泛开展，但由于

高度依赖人工经验，误判问题普遍存在。随着在线

监测技术在电力系统中的推广应用，实现局部放电

在线监测的设备规模也迅速增长，依托仪器对海量

监测数据实现自动识别成为急迫技术需求。

随着人工智能技术的发展，基于传统机器学习

算法和深度学习算法实现局部放电信号的分类识

别成为该领域的主要技术发展方向。基于传统机

器学习算法，有学者提取 PRPD 谱图的放电密度分

布特征参量和轮廓特征参量［3］、PRPS 谱图的金字

塔梯度直方图特征（PHOG）［4］，利用支持向量机

（Support Vector Machine，SVM）和软打分机制实现

了少量特征的图谱诊断，亦有从时域、频域维度提

取局部放电信号的多个特征的研究报道［5， 6］，在

SVM 模型上均取得了一定的分类效果。基于深度

学习算法，有学者利用时频谱灰度矩阵的子矩阵作

为图信号［7］或者将一维特征序列用格拉姆角场变换

得到二维特征图谱［8］，使用图卷积网络（Graph Con⁃
volutional Network，GCN）、降噪自编码器（Denois⁃
ing Autoencoder，DAE）等算法进行模式识别，与传

统机器学习方法相比，准确率有一定提升。但上述

方法均需对信号序列通过设计图谱并提取图形特

征量或设计时域波形和频谱特征指标进行抽象处

理后，以特征量为数据样本进行识别，必然导致信

息损失，存在一定的片面性，导致图谱和特征量的

设计成为影响识别准确率的关键。但工程经验表

明，在不同的应用场景中，区分局部放电类型的最

佳图谱类型并不相同，且部分在线监测装置因未对

工频交流量进行同步监测从而缺乏工频相位参考，

或缺陷相与工频参考相不一致等原因会导致基于

工频相位参考的 PRPD、PRPS 等图谱绘制产生相

位偏差甚至叠加错误。此外，由于电力设备存在个

体差异，同类绝缘缺陷在不同类电力设备以及同类

电力设备的不同个体上都存在一定的差异性，人为

设计的特征指标难以满足所有应用场景，这是造成

模型泛化能力难以保障的重要原因之一。建立直

接对信号的时域采样数据序列进行分类识别的方

法，则可以避免上述问题。当前已有学者基于上述

思路完成了基于一维卷积神经网络（1DCNN）［9］对

局部放电检测信号序列建模的工作，实现了判别脉

冲波形是否是局部放电脉冲的目标，初步验证了基

于序列建模对局部放电信号进行识别的可行性，但

尚未见更进一步识别绝缘缺陷类型的研究。

因此，利用更强大的序列模型架构，进一步提

升局部放电信号的分类识别能力成为值得研究的

改进方向。当下，由 Google 团队开发的 Transform ⁃
er 模型架构［10］以其强大的序列数据建模能力在自

然语言处理、计算机视角、语音处理等领域有优异

的表现［11］，其自注意力（self-attention）机制能很好地

捕捉时域信号的长距离依赖和全局特征，正适合局

部放电脉冲按工频周期近似重现的特点，因而为基

于局部放电的绝缘缺陷类型识别带来了新的机遇。
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当前已有学者使用 Vision Transformer（VIT） ［12］和

Swin Transformer［13］对局部放电的 PRPD 和 PRPS
谱图进行了识别，初步展示出对 LeNet5、AlexNet等
传统模型的显著优势，但仍未摆脱绘制图谱的繁琐

步骤、大量计算及其中造成的信息损失。发挥

Transformer 的序列数据建模优势，直接建立以局部

放电时域信号序列为数据样本的分类识别模型，是

一个前景良好而尚未深入研究的方向。

为此，本文根据局部放电信号序列特点，提出

一种改进 Transformer模型结构，实现局部放电信号

序列建模和绝缘缺陷类型识别的方法，并通过实验

对方法的有效性及各改进模块的效能及其必要性

进行分析和验证，再与其他几种代表性方法就识别

准确率和资源消耗进行了比较。

1 基于改进 Transformer 的局部放电

信号序列分类识别方法  
针对局部放电时序信号的分类任务，本文提出

对 Transformer 模型架构和实现方法的改进主要在

于：以重叠滑动切片（overlapped-sliding-segmenta⁃
tion， OSS）方式处理序列以替代位置编码（position 
encoding，PE），利用频域块（spectral feature process⁃
ing block，Spect）提取序列的频域特征，并在 Trans⁃
former 的编码器环节将层归一化模块（layer normal⁃
ization，LN）前置。

1. 1　Transformer 基本架构在局部放电信号序列

建模中的裁剪与应用　

Transformer 最初是自然语言处理（NLP）领域

的一个重要模型架构，其本质是一个序列到序列

（Sequence-to-Sequence，Seq2Seq）的 模 型 架 构［14］。

它以编码器 -解码器（Encoder-Decoder）为基本架

构，加入了位置编码（Positional Encoding，PE）、自注

意力和掩码等机制，由编码器捕获输入序列的信息

编译成一个隐藏向量，由解码器根据隐藏向量生成

输出向量。由于针对局部放电信号序列的分类任

务不涉及数据生成或预测，因此本文去除原 Trans⁃
former 的 掩 码 机 制 ，基 于 Encoder-Only 的 Trans⁃
former 进行改进，其基本架构包括位置编码和 N 个

堆叠 Transformer编码器，如图 1 所示。

在局部放电信号识别任务中，需在数据预处理

（Input Embedding）阶段将局部放电信号序列 x=
［x1，…，xn］按固定长度 s切片生成若干子序列 xk=
［xk，…，xk+s-1］再将所有子序列组合成矩阵M，M∈
ℝℝn/s×s，作为数据样本输入模型。

子序列的顺序在分类识别中是重要的信息。

Transformer 模型中通过位置编码来保留位置信息。

位置编码 PE的计算如式（1）和式（2）所示：

PE ( pos,2i ) = sin ( pos

10000
2i
dmodel

) (1)

PE ( pos,2i+ 1 ) = cos ( pos

10000
2i
dmodel

) (2)

式中，pos表示序列片段的位置，dmodel表式序列嵌入

的维度，即每个序列片段分割的点数。i表示位置编

码的维度索引。

在编码器环节，Transformer 支持多个编码器层

堆叠，每个编码器层通常包括自注意力块和全连接

的 前 馈 神 经 网 络（Feedforward Neural Network，
FNN）。其中自注意力块用以捕捉输入序列中不同

位置之间的关系和依赖性，前馈神经网络进一步增

强特征的表示能力。

在对局部放电信号的分类识别任务中，由于信

号中含有大量短暂且不平稳的非线性脉冲信号［15］，

常规的自注意力块在一个线性投影空间里建立的

不同向量之间的交互关系并不能完全提取出重要

的交互信息，因此使用多头自注意力（Multi-Head 
Self-Attention）在多个不同子空间里计算不同时间

片段之间的注意力信息。

将位置编码后的输入矩阵 X∈ℝℝN×Dx映射到三个

不同的空间中，得到查询向量 qi∈ℝℝDk、键向量 ki∈ℝℝDk

和值向量 vi∈ℝℝDv。对于整个输入矩阵 X可以线性映

射如式（3）所示：

图  1　Encoder-Only的 Transformer模型架构

Fig.1　Architecture of Encoder-Only Transformer Models
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ì

í

î
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Q= XW q ∈ RN× Dk

K= XW k ∈ RN× Dk

V= XW v ∈ RN× Dv

(3)

式中，Wq∈ℝℝDx×Dk，Wk∈ℝℝDx×Dk，Wv∈ℝℝDx×Dv，分别是三

个线性映射过程中的权重参数，再使用缩放点积作

为注意力评分函数，得到自注意力的最终输出如式

（4）所示：

SelfAttn (Q,K,V )= softmax ( QK T

Dk
)V (4)

假设在 H个空间中计算多头自注意力，计算如

式（5）所示：

ì
í
î

ïï
ïï

MultiHeadAttn ( )Q,K,V = Concat ( )head1,…,headH W o

head i = Self Attn ( )QW Q
i ,KW K

i ,VW V
i W o

(5)

式中Wo∈ℝℝDv×dmodel为将多个头的注意力向量拼接后

映射回输出向量的线性变换权重。投影参数矩阵

W i
Q∈ℝℝdmodel/H×dk，W i

K∈ℝℝdmodel/H×dk，W i
V∈ℝℝdmodel/H×dv中，i

对应不同的头，每个头都有自己的权重矩阵W i
Q，

W i
K和W i

V。

前馈神经网络如式（6）所示：

FFN (X ')= ReLU (X 'W 1 + b1)W 2 + b2 (6)
式中 X '为经自注意力块处理的矩阵，W1、b1和W2、b2

分别为隐藏层和输出层的权重与偏置。

为确保深层网络的稳定训练和高效表达能力，

层之间加入残差连接与层归一化。最终编码器的

结构如式（7）所示：

ì
í
î

ïï

ïïïï

H '= LayerNorm ( )SelfAttn ( )X + X

H= LayerNorm ( )FFN ( )H ' + H '
(7)

式中 SelfAttn 表示自注意力块，LayerNorm 表示层

归一化，X为经过位置编码后的时间序列，H为一层

编码器的输出。

1. 2　以重叠滑动切片方式对位置编码的改进　

在 Encoder-Only 的 Transformer基本架构中，位

置编码为每个输入片段添加一个独特的编码，使得

模型能够捕捉和利用序列中每个片段的相对位置

信息，但这一环节对序列本身产生了一定程度的改

变。在局部放电检测的工程应用中，信号序列往往

信噪比不高，尤其在绝缘缺陷早期阶段，弱信号强

干扰的现象比较普遍，引入位置编码会对原始信号

序列产生较严重的影响（如图 2 所示），使得模型训

练效果较差。

对此，本文对原架构做出改进，对局部放电信

号序列以“重叠滑动切片”的方式进行处理，代替原

位置编码环节，如图 3 所示。以小于窗口长度的步

幅移动窗口切片，使得相邻的序列片段存在部分重

叠，从而使得序列数据的前后位置关系信息蕴含于

每一个片段内，从而使模型在无需额外的位置编码

的情况下利用相对位置信息，从而增强对时间序列

的建模能力。此外，由于每个序列片段中的数据均

为原序列数据，未做任何改变，因此其频域信息也

得以完整保留，为下一步加入频域块的改进措施奠

定基础。

1. 3　加入频域块的数据预处理结构改进　

由于各类缺陷在放电机理上不同，其局部放电

脉冲在一个工频周期内呈现出不同的聚集特性和

信号幅值的规律性变化［6， 16］，反映出各类缺陷以工

频周期为单位的信号序列在频谱上也具有特征。

对局部放电信号序列的频域分析能够揭示信号在

不同频率下的能量分布特征［17］。在模型中增加对

频域特征的训练环节，使模型能够综合分析时、频

域特征，可以提升模型的性能和鲁棒性，减少过拟

合风险。

因此，本文在 Transformer之前引入频域块对时

间序列进行频域变换和特征训练。频域块的结构

如图 4 所示，切片后的信号序列传入频域块，进行层

归一化后通过 FFT 层，每一个时间片段沿着切片的

方向处理得到频域信号，然后将频域信号乘以一个

可学习的权重参数W。模型的前向传播过程中，权

重参数W对频域信号进行加权，而在反向传播时，

基于损失函数计算得到的梯度会更新W的实部和

虚部，使得模型能捕捉到影响模型分类的重要频域

信息，并对不同频率分量施加幅度和相位调整，动

态增强或抑制特定频率特征。频域块内的权重W

通过权值共享的形式提取所有片段的特征，以减少

模型参数的数量。权重在初始化时设置标准差为

0.02 以缩小初始权值的范围，较小的初始权值有助

于防止梯度爆炸、提高训练过程中的稳定性，帮助

网络更平稳地开始学习过程，从而提高模型收敛的

稳定性和速度。最后利用 IFFT 层将频域序列转回

时域序列再经过 MLP 层以学习更加抽象的时、频

域特征表示。

频域块的添加不仅能够增强模型对信号频率

变化的敏感度，还有助于更准确地捕捉不同类型的

绝缘缺陷所产生的局部放电信号中隐藏的波形形

态变化趋势和频域上的能量分布。
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1. 4　层归一化前置的编码器结构改进　

原 Transformer的编码器基本结构中，层归一化

置于由多头自注意力构成的残差网络之后，该结构

称为后置层归一化（Post-Layer Normalization，Post-
LN）。这样的结构由于在计算梯度时不能通过残差

连接直接传递到下一个子层，并且训练初期使用较

大的学习率会让训练过程不稳定［18］。因此需要在

训练初期预热学习率，让模型能在训练初期更好地

适应数据，提高训练的稳定性和性能［19］。然而预热

学习率带来的超参数寻优以及缓慢的训练过程在

大规模模型训练中代价高昂［20］。基于这一考虑，利

用 Pre-LN 结构［18］对常规 Transformer 架构进行改

进，形成如式（8）所示的 n层结构。

ì
í
î

ïï

ïïïï

H '= H l- 1 + MultiHeadAttn ( )LayerNorm ( )H l- 1

H l = H '+ FFN ( )LayerNorm ( )H '

(8)
其中 l = 1 ， 2 ， …  ， n，将经过频域块处理后的片段

矩阵H0传入 n层 Transformer 编码器，最终输出Hn，

在第 n层 Transformer 编码器的末端添加一个全连

接层并计算分类概率 ŷ，从而获得分类结果，如式

（9）所示：

ŷ = softmax (W nH n + bn) (9)

(a)位置编码可视化

(b)局部放电信号时域序列波形 (c)添加位置编码后的波形

图  2　位置编码可视化与时域信号添加位置编码前后对比

Fig.2　Position encoding visualization and time domain signal comparison before and after adding position encoding

 

片段 1 

片段 2 

重叠 

片段 3 

重叠 

片段 n 

片段 n+1 

重叠 

片段 n+2 

重叠 

图  3　重叠滑动切片示意图

Fig.3　Demonstration of overlapped-sliding-segmentation

图  4　频域块

Fig.4　Spect Block
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综上，基于局部放电信号序列的自身特点，在

对 常 规 Transformer 架 构 裁 剪 为 Encoder-Only 
Transformer，并用多头注意力模块代替自注意力模

块的基础之上，进行了三个方面的改进，具体包括：

1）以“重叠滑动切片”的方法处理信号序列，让

相邻序列片段存在一定重叠，从而包含前后位置信

息，以此取代原 Transfomer 模型架构中的位置编码

环节。

2）增设频域块，将序列片段在频域块中计算频

域信息并设计频域特征训练环节，再经过快速傅里

叶反变换（IFFT）重新变成时域序列进入编码器。

3）调整 Transformer层间顺序，通过层归一化前

置摆脱模型训练初期的预热阶段。

由此，构建了如图 5 所示的局部放电信号序列

建模与分类识别流程。

2 实验验证  
为验证上述方法的有效性和可行性，设计绝缘

缺陷样品、开展工频高压局部放电实验、获取局部

放电检测数据序列、构建样本集，基于上述方法进

行建模与绝缘缺陷类型识别，通过识别准确率进行

评价。

2. 1　实验　

当前的工程实践中，通常把电气设备各种缺陷

引起的局部放电划分为四种典型类型［21］：尖端电晕

放电、内部气隙放电、悬浮电位放电和沿面放电。

因此制作四类典型局部放电缺陷模型作为实验对

象，如图 6 所示。尖端电晕放电模型中，高压端针尖

铜 电 极 半 径 1mm，下 方 接 地 端 平 板 铜 电 极 半 径

40mm，针尖距离平板 20mm；内部气隙放电模型中，

高压端和接地端各为半径 20mm 的平板铜电极，中

间夹着三层环氧树脂板，长宽均为 100mm，外层氧

树脂板厚度 2mm，中间厚 1mm，中间层环氧树脂板

正中心打孔半径 5mm 空洞，三层叠加后用环氧树脂

胶沾黏固化，模拟绝缘件气隙；悬浮电位放电模型

中，在高压端半径 40mm 的铜平板下方 10mm 处放

置金属螺丝；沿面放电模型中，高压端和接地端为

半径 20mm 平板铜电极，夹着高 40mm，半径 20mm
的绝缘子，并在绝缘子表面涂抹高岭土和 NaCl悬混

液形成人工污秽诱发沿面放电。

构建工频高压下的绝缘缺陷局部放电实验平

台，用超声法对局部放电进行检测并获数据序列。

同时，用脉冲电流法通过局部放电测试仪进行检

测，基于人工经验辅助判别放电信号类型，确保实

验产生的放电信号与绝缘缺陷模型的设计预期相

符，如图 7 所示。其中超声信号的采集使用长沙鹏

翔电子科技有限公司的 PXDAQ24260SD 声发射采

集系统，超声波传感器为该公司的 PXR04 空气耦合

式传感器，谐振频率 40.0±1.0kHz，振频率灵敏度

72.5dB。在采样率选择上，考虑到该传感器的频率

响应曲线在谐振频率以外迅速衰减，使得输出信号

高频分量较小，而模型训练的数据样本是以工频周

期为固定时长的采样数据序列，这一时间尺度下放

电脉冲之间的时间间隔远大于脉冲自身宽度，脉冲

的时间分布特征远比每个脉冲本身的波形突出（如

图 8 所示，从左到右分别是尖端电晕、内部气隙、悬

浮电位、沿面放电。对比表明 78.125ksps 采样序列

特征与 625ksps 采样序列特征高度相似），且越高的

采样频率会带来越长的数据序列，进而产生越大的

图  5　基于改进 Transformer的局部放电信号序列建模与绝缘缺陷类型识别流程

Fig.5　The process of the proposed modified Transformer based partial discharge sequence modelling and insulation defect 
recognition
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计算量，因而设定 78.125ksps为采样率。

(a)尖端电晕放电 (b)内部气隙放电 (c)悬浮电位放电 (d)沿面放电

图  6　基于“四分类”的典型局部放电缺陷模型

Fig.6　Typical PD defect models based on the 4-class categorization practice

图  7　局部放电试验平台示意图

Fig.7　Schematic diagram of partial discharge experiment 
platform
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(a)625ksps采样率信号及其频谱图
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(b)625ksps采样率信号下采样至 78.125ksps采样率及其频谱图

9
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(c)625ksps采样率信号经过 39kHz低通滤波后下采样至 78.125ksps采样率及其频谱

图

图  8　78.125ksps与 625ksps采样率波形对比(各子图从左到右依次是尖端电晕、内部气隙、悬浮电位、沿面放电)

Fig.8　Comparison of waveforms at 78.125ksps and 625ksps sampling rates (from left to right, the sub-graphs are corona, in⁃

ternal air gap, floating potential, and surface discharge)

在实验过程中，逐步升高试验电压，采集局部

放电从弱到强的各阶段信号，从数据层面增加模型

可学习的特征信息。

实验共获取 25369 个超声信号序列样本，每个

样本 1560 个采样数据，对应信号时长为 20ms，即一

个工频周期。四类典型绝缘缺陷的局部放电超声

波信号时域波形如图 9 所示。

将全部样本按照 80% 和 20% 的比例随机划分

为 训 练 集 和 测 试 集 ，最 终 数 据 集 样 本 数 如 表 1

所示。

2. 2　模型参数设置与评估指标　

对序列样本进行归一化处理后，首先需要进行

重叠滑动切片处理。在使用移动时间窗切片数据

方法时，时间窗口大小 dmodel和步进大小 l对输入矩

阵的维度具有直接影响，进而会对模型的参数规

模、计算复杂度和内存消耗等方面产生重要影响。

因此，通过分析模型的结构，可以得出模型总参数

量的计算公式如式（10）所示：

ParamsTotal = ParamsSpectblock + ParamsEncoder + ParamsLinear

≈ ( 2dmodel dhidden )+ n×( 4d 2
model + 2dmodel dffn + 5dmodel + dffn ) +( dmodel doutput

L
l

+ doutput )

≈ dmodel ( 4dmodel + 2185 + 7800
l

)

(10)
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上式中，dhidden为 MLP 隐藏层维度，n为 Encoder
层数，dffn为 Encoder 中前馈神经网络隐藏层维度，L
为切片前的局部放电时域信号长度，doutput为分类

数。分析表明，窗口大小 dmodel对模型参数量的影响

最为显著。随着 dmodel的增大，参数量快速增长，主

要由于其在多项式项中的高阶影响。步进 l的减小

（即窗口重叠增加）也会增加参数量和自注意力机

制的计算复杂度O（n2），其中 n为根据窗口大小和步

进切片后片段数量。时间窗口大小 dmodel和步长 l的

选择需在模型性能、计算资源和内存消耗之间进行

平衡。较大窗口和较小步长有助于捕捉时序依赖，

但会增加计算复杂度和内存消耗；较小窗口和较大

步长虽然减少了参数量，但可能导致模型难以捕捉

长时序依赖或复杂特征，影响泛化能力，并减少相

邻片段间的重叠，丢失位置信息。基于此，本文方

法选择窗口大小 dmodel=45 和步长 l=15，使相邻片

段重叠约 2/3，最终每个序列样本被切片为 104×45
的矩阵。实际选择应根据模型设计和硬件资源调

整，以确保性能与效率的最佳平衡。

重叠滑动切片序列样本经过 1 层频域块处理后

输入到 Transformer 编码器，编码器层数设置为 1，
多头自注意力的头数需要被时间窗口大小 dmodel整
除，头数设置为 5。模型训练设置 epoch 为 30，学习

率 0.001，优化器使用 Adam。训练使用的 GPU 为

NVIDIA3060， 配 置 环 境 Python3.9 和 Py⁃
torch1.11.0。

模型测试中采用识别准确率（ACC）和平均精

度均值（mAP）作为主要评估指标。准确率侧重于

衡量模型对整体样本的分类效果，而mAP可以反映

模型在不同类别上的分类性能，更全面地评估准确

率和召回率。

mAP首先计算每个类别的平均精度（AP），即

P-R曲线下的面积，然后对所有类别的 AP取均值。

计算公式如下：

P= TP
TP+ FP

,R= TP
TP+ FN

(11)

ACC= TN+ TP
FP+ TN+ TP+ FN

(12)

AP=∫
0

1

P ( )R dR (13)

mAP= 1
C∑i= 1

C APi (14)

式中 TP为预测正常的正样本数，FP为预测错误的

正样本数，FN为预测错误的负样本数，AP为 P-R
曲线下的面积，C为分类类别个数，对所有类别的平

表 1　数据集样本数量

Table 1　Number of samples in the dataset

标签

尖端电晕放电

内部气隙放电

悬浮电位放电

沿面放电

背景噪声

训练集样本数

4866
3900
4272
3257
4000

测试集样本数

1216
975

1069
814

1000

(a)背景噪声

(d)悬浮电位放电

(b)尖端电晕放电

(e)沿面放电

(c)内部气隙放电

图  9　四种典型绝缘缺陷的局部放电超声波时域波形

Fig.9　Waveforms of acoustic signals from the partial discharge of the 4 defect models

11



武汉大学学报（工学版）

均精度AP取平均即mAP。
2. 3　识别结果　

本文模型的ACC和mAP达到最优的 97.9% 和

99.6%，测试集分类混淆矩阵如图 10 所示。模型在

识别悬浮电位放电和背景噪声时表现优秀，ACC和

mAP分别达到了 99.25% 和 99.80%。尖端电晕放

电和沿面放电的识别也有较好的效果，ACC 和

mAP分别为 97.8% 和 97.9%，内部气隙放电的识别

效果稍差，但精确度也达到了 94.0%。这主要是由

于内部气隙放电产生的超声波传播到外部空气中

时信号已很微弱，信噪比过低，模型将其误判成其

他绝缘缺陷类型在放电初期的弱信号。

3 模型效能分析  
3. 1　各改进模块的效能分析　

对本文提出的模型架构开展消融实验验证各

个模块对识别效果和性能指标的影响。实验中以

无位置编码的 Post-LN Transformer 模型为基准，对

位置编码、重叠滑动切片、频域块和前置层归一化

进行消融。表 2 展示了消融实验中的各项指标，其

中加粗字体为该指标最优结果。图 10 展示了消融

各模块后训练与验证过程中模型损失与识别准确

率的变化过程，其中不同线型表示模块间消融的结

果；除实线外相同线型的不同颜色用于对比 Pre-LN
和 Post-LN 结构对模型的影响。

如 2 表所示，相对于基准模型，给基准模型添加

位置编码后的模型 ACC和 mAP反而分别下降了

1.2% 和 6.5%，将位置编码替换成重叠滑动切片后

则分别上升了 15.4% 和 13.2%，与预期相符。这是

由于位置编码的添加虽然为每个片段添加了位置

信息，但使得信号序列产生了严重的畸变，而重叠

滑动切片的处理则不影响原始信号序列的数值，只

是利用相邻两个片段之间的重叠实现了位置信息

的获取，使得局部放电信号序列特有的工频周期脉

冲分布规律特征能够被模型反映。

频域块的添加让基准模型的ACC和mAP分别

上升了 15.3% 和 12.7%，反映了频域信息对模型的

重要性，同时也证明了频域块的有效性。

Pre-LN 的 Transformer 相对于 Post-LN 的基准

模型，ACC上升了 8.7%，mAP上升了 9.1%，与预期

相符。Pre-LN 结构的在每个子层计算前进行层归

一化，使得输入分布更稳定，这有助于梯度在训练

过程中更好地传递，让训练初期更稳定。该优势还

可以从训练过程中的损失函数和准确率的变化体

现，如图 11（a）（c）所示。对比两种颜色的点划线、

短虚线和点虚线可以看出，Pre-LN 结构的模型要比

Post-LN 模型的损失和准确率曲线更加平滑，训练

过程中的损失也有更快的收敛速度，模型的准确率

也可以更快达到理想水平。

对每个训练轮次得到的模型均用测试集计算

损失函数和准确率，可做出图 11（b）（d）的曲线。从

中可以观察到，按本文方法建立的模型（黑色点虚

线）最快可在第 10 个训练轮次训练出最优模型，相

较 于 其 他 模 型 的 30 个 训 练 轮 次 收 敛 可 以 节 约

66.7% 的训练时间，从而证明本文方法的有效性。

经过各个模块的消融对比，证明了本文方法在局部

放电信号序列分类识别任务中具有良好的适应能

力与分类性能。

3. 2　与其他方法的对比　

为了验证本文方法在局部放电信号序列分类

识别上的性能水平，将本文方法建立的模型与其他

方法建立的模型进行对比。对比的模型分为两类：

同样是基于序列的模型和相对传统的基于图谱或

特征量的模型。

基于序列的模型选择了 LSTM［22］、1D-CNN［9］、

图  10　测试集分类混淆矩阵

Fig.10　Confusion matrix of test set categorization

表 2　消融实验模型评价

Table 2　Evaluation on blocks of modification through Evaluation on blocks of modification through 
ablation experimentablation experiment %

模型结构

Post-LN Transformer (基准)
PE+ Post-LN Transformer

Pre-LN Transformer
OSS+ Post-LN Transformer
Spect+ Post-LN Transformer

OSS + Spect + Post-LN Transformer
OSS + Spect + Pre-LN Transformer

ACC

80.3
79.1
89.0
95.7
95.6
97.5
97.9

mAP

86.2
79.7
95.3
99.4
98.9
99.5
99.6
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RNN［23］、GRU［24］四种代表性的模型，其中前四种模

型在电力设备状态诊断与预测任务中已有部分使

用，而为了缓解 LSTM 梯度消失或爆炸的问题而提

出的 GRU 模型则在其他领域的一些时序任务中作

为插入模块存在。

基于图谱或特征量的模型包括以时域图像为

数据样本的 CNN、SAE 和以人工设计的特征量为

数据样本的 SVM［25］。其中，CNN 为 ResNet-34 架

构，SAE 由两个自编码器堆叠组成，输入图片像素

分别为 224*224 和 145*72；SVM 方法则是对时域序

列和频域序列提取了 18 个特征量，并用 NGO 算法

寻优的 SVM 最佳核函数。各网络的训练方式与本

文模型一致，最终形成的模型以准确率、内存消耗

和存储空间三个指标反映其效能，结果如表 3 所示。

其中，准确率体现模型的分类性能，内存消耗和存

储空间反映模型的资源需求，这直接关系到工程应

用中模型的部署方式和难易程度。

(a)训练集模型损失曲线

(c)训练集 ACC 曲线

(b)测试集模型损失曲线

(d)测试集 ACC 曲线

图  11　训练与验证过程中模型损失与准确度

Fig.11　The loss and accuracy variation curve of the model during training and validation

表 3　不同方法模型的对比

Table 3　Comparison among models from various methods

建模数据类型

基于信号序列建模

基于图谱或特征量建模

建模方法

LSTM
1D-CNN

RNN
GRU

本文方法

CNN (resnet34)
SAE

特征提取＋NGO-SVM

准确率/%
67.1

94.89
75.56
71.61
97.9

94.5
83.86
94.42

内存消耗/MB
0.03

12.76
0.03
0.2

43.35
1913.91
8.23

-

存储空间/MB
3.99
3.19
1.00

36.56
0.53

85.14
138.47
-
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与其他几种基于序列的模型相比：

1）在准确率方面本文方法建立的模型相较于

1D-CNN 提高了 3.01%，更显著优于其他的序列

模型；

2）在资源消耗方面，由于多头注意力的计算复

杂度和空间复杂度与序列长度呈二次方相关性，本

文模型的内存消耗最高，但得益于自注意力机制使

得 Transformer 模型能够捕捉到序列中不同位置的

全局依赖关系，从而提升了模型的表现力和学习能

力，本文模型的存储空间消耗显著低于其他模型，

参数量最小仅为最大模型的 1.4%。

与其他传统分类方法相比较，本文方法的准确

率也呈现出一定的优势，但无需人工设计图谱生成

与特征提取环节的优点是传统方法无可比拟的。

4 结论  
针对局部放电信号的特点，本文对 Transformer

模型架构进行适应性裁剪，形成包含多头注意力机

制的 Encoder-Only Transformer基本模型架构，并在

此基础上进行了三方面改进，实现了对局部放电信

号序列的建模和绝缘缺陷类型识别。而后通过实

验验证了方法的有效性和各改进模块的必要性，再

与几种代表性的序列建模方法和相对传统的分类

方法进行了对比。主要结论如下：

1）本文提出的方法在局部放电信号序列的建

模与分类识别中效果良好，通过实验测试，建立的

模型识别准确率达 97.9%，满足工程应用需要。

2）本方法对 Transformer 的三项主要改进均取

得了显著效果，且具有必要性。以重叠滑动切片数

据对原位置编码的代替，让序列片段在不改变序列

中各原始数据的同时包含位置信息；频域块的加入

使得模型加强了对序列频域特征的学习，良好地适

应了局部放电信号的周期性特点和工频周期内的

规律性脉冲分布特点，有效提高了识别准确率；基

于 Pre-LN 的编码器改进有效摆脱了模型训练初期

的预热阶段，让模型实现了更快的收敛速度，节省

了训练资源。

3）与四种代表性序列建模方法和三种基于图

谱或特征量的分类方法对实验获取的同一数据集

的分类识别结果对比表明，本文方法建立的模型识

别准确率最佳、参数量最小，在基于局部放电信号

识别绝缘缺陷的任务中优于其他方法。
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